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【摘要】药物流行病学研究常使用医疗保险、电子健康记录和登记系统等大规模真实

世界数据，但罕见暴露、罕见结局、特殊人群、短风险窗及高维调整可使特定效应估计所

需的信息不足。稀疏数据偏倚可导致最大似然估计偏离真值，影响药物安全性信号的解读

及有效性判断。本文围绕药物流行病学常见数据结构，阐述稀疏数据偏倚的概念与形成机

制，区分其与分离、正值性违背及估计不精确性的关系，从数据结构、估计与推断异常、

替代模型及敏感性分析三个层次评价稀疏性及其影响，并比较研究设计优化、Firth偏倚减

少、数据增广、倾向评分及贝叶斯方法的适用条件和局限。处理时应先明确估计目标并评

估其数据支持度，再优化设计与协变量结构，并根据稀疏性的来源选择估计方法。报告关

键计数、惩罚或先验设定及敏感性分析，有助于判断结论对数据和模型假设的依赖程度。
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【Abstract】Pharmacoepidemiologic studies often use large-scale claims data, electronic health records 
and registries. However, rare exposures or outcomes, special populations, short risk windows and high-
dimensional adjustment may leave insufficient information for estimating a specific effect. Sparse-data bias can 
cause maximum-likelihood estimates to deviate from the true effect, affecting the interpretation of safety signals 
and treatment effects. This review describes the concepts and mechanisms of sparse-data bias in common 
pharmacoepidemiologic settings, distinguishes it from separation, positivity violations and imprecision, and 
evaluates sparsity and its implications through data structure, estimation and inference diagnostics, and 
alternative models and sensitivity analyses. It compares the assumptions and limitations of design optimization, 
Firth bias reduction, data augmentation, propensity-score approaches, and Bayesian methods. Management 
should begin by defining the estimand and assessing its data support, then improve the design and covariate 
structure, and select an estimation method appropriate to the source of sparsity. Reporting key counts, penalty 
or prior specifications and sensitivity analyses helps readers assess the extent to which conclusions depend on 
the observed data and modeling assumptions.

【Keywords】 Pharmacoepidemiology; Sparse-data bias; Separation; Penalized likelihood; Bayesian 
methods

药物流行病学利用电子健康记录、医疗保险

理赔、疾病或药品登记等真实世界数据，评价药

物的安全性、有效性和利用模式，为临床和监管

决策提供依据［1］。在新上市药物、罕见严重不良

事件或特殊人群研究中，暴露与结局的组合往往

只涉及少量观察；进一步分层或调整协变量后，

效应估计可能面临稀疏数据问题。

稀疏数据偏倚可使比值比（odds ratio，OR）、

相 对 危 险 度 （relative risk， RR） 或 风 险 比

（hazard ratio，HR）等效应估计偏离真实值，其

方向与程度取决于数据结构、模型及评价尺

度［2-3］。若仅因调整后比值效应估计远离1就认定

混杂已得到控制，可能误判安全性信号或药物疗

效差异。稀疏数据常同时伴随宽置信区间和低检

验效能，使研究难以排除有临床意义的风险。这

种不确定性可能影响药品说明书修订、临床用药

决策及获益与风险评估。

适应证混杂、时间相关偏倚、错分类和选择

偏倚已有较系统的方法学讨论［1］，稀疏数据偏倚

则容易被等同于小样本或模型不收敛。要避免上

述误判，仅检查样本量和模型收敛状态并不足

够，还需评估数据能否支持研究问题，以及分析

与报告是否充分反映信息不足。本综述的框架与

我国2025年更新的《药物流行病学研究方法学指

南（第 2版）》中关于明确研究问题、评估数据

适用性、合理选择分析方法和透明报告的要求一

致［4］。本文结合典型实例，解释药物流行病学设

计与分析过程如何产生局部信息不足，并将其来

源与诊断及处理方法对应，为研究方案和统计分

析计划的制订提供参考。

1　稀疏数据偏倚的概念与产生机制

1.1　定义
稀疏数据偏倚是指暴露、结局与协变量某些

水平组合中的观察信息不足，使回归参数的最大

似然估计 （maximum likelihood estimation，MLE）
在有限样本中系统性偏离真值的现象［2-3］。这种

数据稀疏性可以影响回归系数及其指数变换后的

效应值估计。需注意，偏倚被定义为效应估计在

重复抽样下的期望与目标参数真值之差。仅凭一

次研究的单元格计数或点估计，不能判定是否存

在稀疏数据偏倚，也不能确定其方向和大小；偏

倚的表现还取决于数据结构、模型和评价尺度。

1.2　产生机制
稀疏数据偏倚与支持特定参数估计的信息不

足有关。以新药队列为例，估计药物效应需要暴

露组与对照组的结局比较；暴露组仅有少量事件

时，增加大量对照者仍不能充分弥补这一信息不

足。进一步调整协变量，需要在相应条件下估计

药物效应，关键暴露与结局组合中的少数观察可

能对估计产生较大影响［2-3］。

在模型正确且满足常规正则条件时，MLE具

有一致性，但不保证有限样本无偏。在Logistic等
非线性模型中，计数的随机波动经非线性估计过
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程转换后，正、负方向的偏移不一定相互抵消，

因而除增加估计变异外，还可能使估计系统性偏

离真值。信息不足时，对数似然的局部二次近似

也可能较差，使常规标准误和Wald区间的近似不

够准确；这属于推断可靠性问题，与点估计偏倚

的产生机制不同［2-3］。

随着协变量数量、分类变量水平数、样条基

函数及交互项的增加，待估参数数目随之增加；

若现有证据不足以支持这些参数的估计，有限样

本偏倚可能加重。此时，即使模型形式正确、混

杂因素选择合理，调整后的估计仍可能受到稀疏

性的影响［2-3］。此外，OR等比值指标由回归系数

经指数变换得到，非线性变换会改变偏倚的表

现，因此，对数系数的偏倚减少不等同于比值尺

度上的无偏估计［3］。

1.3　与相关概念的区分
小样本描述的是数据的总体规模，稀疏性则

取决于具体参数可获得的信息。结局罕见并不意

味着一定存在严重偏倚：在各比较组有足够事件

且模型复杂度适当时，估计仍可能较稳健。宽置

信区间反映估计不精确，不能据此判定点估计的偏

倚方向或大小；偏倚与不精确性可同时存在［2-3］。

分离涉及 Logistic 回归系数是否存在有限

MLE。若某一协变量或协变量的线性组合能将所

有事件与非事件严格分开，则为完全分离。若部

分事件和非事件落在同一分界面上，而分界面外

的观察仍可按结局分开，则为准完全分离。两种

情况下均有至少一个系数不存在有限MLE［5］。分

离在稀疏数据中较常见，但稀疏数据偏倚也可在

无分离且模型收敛时存在，二者不能等同。

正值性要求在目标人群相关协变量层内，各

比较治疗均有非零的接受概率。若因禁忌证而从

不使用某药，该层缺乏相应治疗的观察比较，属

于结构性正值性违背，涉及因果效应的识别条

件；若理论上可接受两种治疗，但有限样本中一

种治疗极少或未出现，则可能属于实际或随机正

值性违背，并与稀疏性并存。前者不能仅通过增

加样本量或施加惩罚解决，后者则可能随相关治

疗观察的增加而缓解［6-7］。

协变量调整后效应值的变化还需与混杂及

OR 的非可折叠性区分。控制负向混杂可使效应

值远离 1；即使不存在混杂，调整结局相关因素

后的条件 OR 也可因非可折叠性而不同于边际

OR。因此，调整后OR增大本身不能证明存在稀

疏数据偏倚，需结合数据结构及模型设定

判断［3］。

2　药物流行病学中的常见场景与实践

问题

2.1　常见数据结构与高风险研究问题
药物流行病学研究中的数据局部稀疏，常见

于三类场景：低频暴露、罕见结局和分层分析。

在低频暴露方面，新上市药物、特定剂量或给药

途径及联合用药可能仅涉及少量使用者。在罕见

结局方面，严重皮肤不良反应、急性肝衰竭、粒

细胞缺乏及先天畸形等事件数也可能不足。这类

稀疏在具体设计中会被进一步放大。例如比较效

果研究中，较少使用的二线药物组与常用活性对

照药组的样本量可能严重失衡，妊娠、儿童或罕

见病研究按孕期、年龄或疾病亚型限制人群后，

可比较的对象还会减少；在自身对照设计中，若

某一风险窗内事件过少，即使纳入的病例总数较

多，也不足以判断该窗口的估计是否稳定。

大型医保和电子健康记录数据库则可能呈现

另一类稀疏性。为控制潜在混杂，研究者常采

用高维倾向评分方法，在预先指定的混杂因素

基础上纳入更多协变量。然而，罕见暴露与高

维二元特征可能导致治疗模型过拟合，产生接

近 0 或 1 的倾向评分及极端权重［6-8］。此时，稀

疏性不仅影响暴露模型的稳定性，还可通过极

端权重降低有效样本量，进而影响加权效应估

计的准确性。

2.2　当前实践中的识别不足
上述稀疏性可随研究限制逐步累积。例如，

新上市二线药使用者本身较少，若进一步采用新

使用者设计、限定短风险窗并按年龄分层，某些

比较可能只剩少量事件。因此，可行性评估宜随

纳入限制和分析分层逐步进行，并权衡这些限制

带来的偏倚控制收益与信息损失。

从应用现状看，药物流行病学研究常报告总

样本量和最终调整模型，但对于关键暴露-结局

计数、分离诊断、参数数量、模型未收敛时的处

理方式及惩罚敏感性分析，往往报告不足。

Gosho等［9］的模拟与实例研究表明，在事件数少

且协变量分布严重不平衡时，MLE、Firth和精确

法的OR均可有明显偏倚，具有适当 log-F先验的
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贝叶斯方法在部分场景中表现更好。因此，应将

稀疏性的识别、方法选择和透明报告纳入分析流

程。这也与近年对医学统计透明报告的倡议

一致［10］。

3　稀疏数据结构及其对估计的影响评

估

稀疏数据是信息分布的特征，稀疏数据偏倚

则是估计量的重复抽样性质。单次研究通常不能

直接测得其偏倚方向和大小，故应依次评估数据

支持度、估计与推断异常，以及结论对合理模型

设定的依赖程度［3，9］。

3.1　识别稀疏数据结构与信息不足
建模前应列出暴露与结局的交叉计数，并按

主要混杂因素或匹配因素查看分层分布。Cox回
归还需关注事件发生时风险集中的暴露构成，

Poisson回归需检查各暴露水平的事件数与人时；

条件Logistic回归则应识别真正提供暴露对比信息

的不一致匹配集［2-3］。还需检查低频分类水平、

极端连续值及可能导致分离的变量组合［3，5］。

每变量事件数（events per variable，EPV）仅

为粗略预警指标，应按事件数与实际估计的预测

变量参数数目之比计算，通常不计截距。一个 5
分类变量通常需 4个系数，样条基函数、交互项

及主要暴露项也应计入；Logistic回归在结局不罕

见时，还需关注事件与非事件中较少的一

类［3，11-12］。EPV≥10并非通用安全界限，预测模型

的样本量建议也不能直接用作因果效应估计的合

格标准［12］。因此，EPV需结合暴露分布、关键单

元格计数及分离诊断解释。

关键 2×2表中存在零单元格，或某单元格计

数不超过 5、主要暴露组事件极少、参数负担过

重，以及倾向评分接近0或1，均可作为进一步检

查的触发条件，而非确诊或排除偏倚的统一阈

值［3，7］。加权分析可计算基于权重离散程度的有

效 样 本 量 （effective sample size， ESS）： ESS=
（􀰐w） ²/􀰐w²，其中w为个体权重［13］。应分别报

告各治疗组的ESS及实际事件数；ESS并非结局

信息量的完整度量，也不能替代事件分布及重叠

检查［13］。

3.2　诊断估计与推断过程的异常
拟合时需关注不收敛、迭代次数达上限、系

数与标准误异常大，以及效应估计的置信区间跨

越多个数量级等现象，并区分分离、共线性与数

值计算问题。Wald 区间与轮廓似然区间差异显

著，提示局部正态近似可能不充分；调整后比值

效应估计随协变量逐步加入而持续远离 1，也需

结合混杂控制及非可折叠性解释［3，5］。这些现象

可提示估计或推断不稳定，均不能单独证明稀疏

数据偏倚。

可按预先规定的顺序加入协变量，观察主要

暴露系数的变化，并通过留一法评估单个事件的

影响。若删除一个事件即可改变效应方向或数量

级，说明结论对少数观察敏感，但不能据此确定

偏倚方向或删除该观察。低频类别合并或病例重

新分类仅宜用于有实质依据的敏感性分析，不能

为改善结果而修改数据［3］。

3.3　替代模型及敏感性分析
在保持目标人群、效应尺度和必要混杂控制

尽可能一致的前提下，可比较 MLE 与 Firth、
log-F惩罚或弱信息先验下的估计，并改变合理的

惩罚强度或先验设定［9，14］。结果差异较大提示结

论依赖分析假设，但不能据此确认偏倚的大小，

或认定收缩后、更接近 1的估计更真实。加权分

析还应比较权重处理前后的结果、分组ESS及事

件分布，并识别估计目标是否改变［6］。

一项房性快速性心律失常患者血栓栓塞风险

研究中，血管疾病与血栓栓塞事件关联的最大似

然 OR 为 7.83 ［95%CI （1.19，52.53）］，但仅 5
名患者有血管疾病，其中 2人发生事件。分别采

用 log-F （1，1）和 log-F （2，2）先验进行数据

增 广 后 ， OR 分 别 为 5.62 ［95%CI （0.76，
34.57）］ 和 4.25 ［95%CI （0.65，24.36）］［15］。

该例虽非药物效应研究，但说明少数观察支持的

关联可对惩罚设定敏感，药物研究中低频合并症

的解释也需作类似检查。

Choi 等［16］比较不同回归估计及检验方法发

现，在发生完全分离的结局中，Firth 惩罚似然

结合相应的似然比检验可改善估计与检验表现。

因此，处理分离时还需明确区间和检验的计算

方法。丹麦一项HPV9疫苗自身对照病例系列研

究的源队列包含 854 586 名 10~17 岁青少年，其

中 3 354名接种且发生研究结局者进入分析。白

塞病等部分结局在风险期和对照期的事件数均

为个位数，白塞病率比为 15.50 ［95%CI （0.76，
316.56）］［17］。
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4　稀疏数据偏倚的处理原则与方法选择

处理方法应针对稀疏性的来源选择（表 1）。

治疗组间缺乏可比重叠时，应评估原估计目标能

否由现有数据支持，再考虑补充数据或调整比较

策略；若需改变目标人群，应重新界定估计目

标。具有可比观察但信息有限时，可通过适当的

模型简化与惩罚估计改善有限样本表现［3，6-7］。

4.1　研究设计阶段的控制策略
研究方案阶段应明确研究问题、估计目标、

比较策略和风险窗，并评估关键暴露与结局组合

的可用信息。延长研究观察期、扩大地理覆盖范

围或联合多个数据源可能增加事件数，但需评估

数据质量和人群异质性。嵌套病例对照或病例队

列抽样可提高资料收集效率，但不能增加源队列

中已发生的结局事件数；匹配和限制也可能减少

可用于分析的对象及事件，需权衡混杂控制与估

计精度。对短暂暴露与急性结局，可考虑自身对

照病例系列 （self-controlled case series， SCCS）
或病例交叉设计，并分别检查事件依赖暴露、观

察终止及暴露时间趋势等假设。SCCS引入活性对

照可能有助于处理部分时变混杂，但仍需论证比

较策略的适用性［18］。

4.2　估计目标一致性与方法可比性
选择处理方法前，应明确目标人群、治疗比

较、结局及风险窗，明确效应指标（如OR、RR、

HR），并区分给定协变量的条件效应与对目标人

群平均的边际效应。以倾向评分加权为例，总体

平均处理效应、已治疗人群平均处理效应与重叠

人群平均处理效应对应不同目标人群，不能仅因

置信区间较窄就相互替代［19］。常规多变量

Logistic 回归的暴露系数通常对应条件OR，而标

准化或适当加权可用于估计边际效应；即使无混

杂，条件 OR 与边际 OR 也可能因非可折叠性而

不同［3］。

比较降维、匹配、加权、限制人群及惩罚方

法时，应核查分析样本、必要调整集与估计目标

是否一致。删除必要的混杂因素可能导致残余混

杂，限制或匹配可能改变估计结果适用的人群，

调整权重也可能改变所估计的效应或引入偏倚。

若无法保持一致，应分别说明新的估计目标与适

用人群，不将方法间差异一概归因于稀疏数据偏

倚的纠正［6，19］。

4.3　协变量选择、降维与模型复杂度
在因果效应估计中，协变量选择应依据因果

结构，而非当前样本的P值或预测能力。应基于

领域知识和有向无环图 （directed acyclic graph，
DAG）预先识别最小充分调整集，估计总效应时

避免调整中介和碰撞因子，也不宜仅为提高治疗

预测能力而纳入不能帮助控制结局混杂的纯工具

变量［20］。为了缓解稀疏性而按 P值逐步删除变

量，可遗漏重要混杂因素，并使保留系数的P值

偏小、置信区间偏窄［21］。

降维与惩罚可减少模型的有效复杂度，但预

测变量筛选不能直接替代混杂因素选择。LASSO
将系数压缩为 0，并不意味着该变量在因果上不

重要［21］。在大规模倾向评分分析中，惩罚选择还

需结合协变量平衡和目标效应的估计表现，不能

仅依据治疗预测性能［8，22］（表2）。
4.4　精确统计法

Fisher精确检验和精确Logistic回归可在简单

的小样本或零单元格情形中提供不依赖常规大样

本近似的推断［23］。但“精确”不等于点估计无

偏，条件推断可能损失信息，区间还可能因数据

离散而变宽。随着协变量及其取值水平增多，计

算负担上升，限制了其在大型医疗数据库多参数

表1  药物流行病学常见稀疏数据场景及优先策略

Table 1. Common sparse-data settings and priority strategies in pharmacoepidemiology

稀疏数据场景

罕见暴露（新药、特定剂量、联合用药）

罕见结局（严重不良事件、先天畸形）

短暂暴露-急性结局

多药物、多结局或多亚组

主要风险

暴露组事件或非事件过少，混杂模型不稳定

事件数不足，完全或准完全分离、极宽区间

风险窗内事件少，个体间混杂或时变混杂

低频单元格、交互项和多重性叠加

优先设计或分析策略

扩大数据源；依据暴露分布评估可行性；

减少不必要的模型参数

多数据源联合；高效抽样收集协变量；惩

罚似然或贝叶斯估计

SCCS或病例交叉；按设计检查事件依赖暴

露、时间趋势与观察终止

预先指定主要对比；层级收缩；将信号发

现与验证分离
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模型中的应用。

4.5　惩罚似然与Firth偏倚减少
在 Logistic 回归中，Firth 方法通过在对数似

然中加入基于Fisher信息矩阵的 Jeffreys先验惩罚

项，消除MLE回归系数偏倚展开式中的一阶项；

在设计矩阵满秩时，可在完全或准完全分离下得

到有限估计［24-25］。当分析以预先指定的Logistic回
归系数为目标、出现分离或明显有限样本问题，

且未另行设定有实质依据的系数先验时，可优先

考虑Firth法。该方法减少的是特定参数化下回归

系数的偏倚，不能保证指数变换后的 OR 无偏；

事件极少、暴露分布极端或真实OR较大时，所

得OR仍可能存在明显偏倚［9］。Firth法不能消除

未控制混杂、纠正模型错误或弥补结构性无重

叠。报告时应将Firth点估计与轮廓惩罚似然置信

区间配套使用，通常优先于 Wald 区间；在 MLE
存在且可比较时，可将两者并列［24］。

系数偏倚减少不等于绝对风险预测校准改

善。标准Firth法可使预测概率向 0.5偏移；在罕

见结局中，平均预测风险可能偏高。若目标包括

风 险 预 测 ， 可 考 虑 截 距 校 正 （Firth Logistic 
regression with intercept correction，FLIC）、增加

辅助协变量的校正 （Firth Logistic regression with 
added covariate，FLAC） 或其他校准方法，并在

独立验证数据中或采用适当的内部验证方法，评

估预测概率与实际结局发生率的一致性；不能由

效应估计改善推断风险预测也得到改善［26］。

4.6　数据增广与 log-F惩罚
数据增广（data augmentation）可将参数先验

表示为伪观测，并与真实数据合并后利用常规软

件进行惩罚似然拟合。Logistic回归中的 log-F先

验可用这一方式实现［27-28］。当需要按药理学或既

往证据明确效应的合理范围、对不同系数设定不

同收缩强度，或评价惩罚强度的敏感性时，可考

虑 log-F惩罚。log-F是一类先验分布，也可用于

构建惩罚项。数据增广是实现这一先验惩罚的计

算方式，并非另一种独立的偏倚校正原理。惩罚

似然实现通常获得回归系数的后验众数；可采用

轮廓惩罚似然区间，但不应将其直接称为后验分

位数可信区间［27］。

例如，对某一已明确编码的暴露系数采用

log-F （2，2）先验时，该OR先验分布的 95%中

心区间约为 1/39~39［9，27］。该设定容许正、负方

向的关联，但对某些药物效应仍可能过宽或过

窄，需结合背景知识判断。连续变量应按有临床

意义的单位编码，如每10 mmHg血压变化，以便

解释先验约束；同时说明哪些系数受到惩罚，以

及截距是否单独处理［27］。

先验设定及敏感性分析方案宜在查看主要效

应结果前确定。Gosho等［15］提出利用数据估计先

验中心的经验性方法，提示固定以 0为中心可能

在部分场景中过度收缩。使用时需明确数据如何

参与先验构造，并评估其对不确定性估计的

影响。

4.7　倾向评分、权重与高维方法
倾向评分将协变量信息归纳为接受某治疗的

条件概率。在暴露较常见而结局罕见的队列中，

使用倾向评分有时可减少结局模型的参数负担，

但不会增加实际结局事件数；匹配还可能剔除部

分对象及其事件，进一步减少信息［3，22］。应按治

表2  协变量选择与正则化方法的定位

Table 2. Positioning of covariate-selection and regularization methods

方法

领域知识与DAG

效应值改变法

逐步回归

LASSO/弹性网

回归

贝叶斯模型平均

贝叶斯正则化

优势

直接面向混杂控制，假设透明

可审查

简单直观，能反映变量对目标

估计的影响

自动、实现简单

适用高维特征，改善预测稳

定性

将模型不确定性纳入推断

通过先验连续收缩系数，可保

留不确定性

局限

依赖实质知识，因果结构可有争议

依赖样本、变量顺序和阈值；在稀疏

数据中不稳定

可误删混杂因素；选择后偏倚、P值和

区间失真

可压缩重要混杂因素；对相关特征和

惩罚强度敏感

计算与先验设定复杂；模型空间可迅

速增大

结果依赖变量尺度和先验，需敏感性

分析

建议定位

因果效应研究的首选基础

只作补充敏感性分析，不作主要因果

筛选

不建议用于因果混杂控制

预测或高维倾向评分分析；保留必要混

杂因素并检查重叠

中低维、明确候选模型的场景

稀疏或高维模型，尤其适合有可辩护背

景知识时
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疗组报告匹配或限制前后的人数、事件数；加权

分析同时报告各组ESS、权重分布和协变量平衡，

不能将权重之和或加权事件数当作新增的独立观

察［13，29］。暴露近乎被协变量完全预测时，匹配或

加权仍可能不稳定。应根据重叠程度考虑限制人

群、匹配或调整权重，并说明估计目标是否改

变［6，19］。权重稳定化后仍可能存在极端权重，截

断也可能引入偏倚［29］。高维惩罚及交叉拟合有助

于控制过拟合，不能补足缺乏重叠的信息［8］。

4.8　贝叶斯方法与层级收缩
当需整合外部证据、层级借用信息或报告后

验概率时，应进行完整贝叶斯后验分析，而非

仅计算惩罚似然点估计。对 Logistic 模型，为所

有系数 （包括截距） 设置适当的正态先验，通

常可保证后验分布可归一化；但发生分离且采

用 Cauchy 先验时，某些回归系数的后验均值可

能不存在，需确认拟报告的后验汇总统计量是

否有定义［30］。弱信息先验需与变量编码和单位

匹配，不能对不同原始尺度的变量机械套用同

一分布。

常用系数先验包括正态、Student-t （包括

Cauchy）和 log-F分布；因此，log-F先验也可用

于完整贝叶斯分析［27，31］。后验明显不对称时，可

报告后验中位数及 2.5% 和 97.5% 分位数组成的

95% 等尾可信区间；如采用最高后验密度区间，

应注明不能与频率学置信区间混称。在极端稀疏

条件下，先验族、中心和宽度均可明显影响结

果，没有适用于所有效应情形的统一最优先

验［9］。采用抽样计算时，应检查链的收敛、有效

抽样量及尾部行为；此处的有效抽样量不同于倾

向评分加权的ESS。
同时评估多个药物、结局或亚组时，层级模

型可通过部分汇聚，使信息较少的效应估计向组

水平分布收缩，从而降低估计波动。其适用性取

决于药理学、结局机制或人群特征是否支持可交

换性；不宜为增加精度而合并机制明显不同的

效应［27］。

4.9　方法选择
表 3归纳了不同数据支持度及诊断结果下的

优先处理路径。对于同一 Logistic 效应参数，发

生分离且主要需要偏倚减少估计时，可考虑

Firth 法；需要明确或改变系数收缩范围时，可

考虑 log-F 惩罚；需要层级建模或后验概率时，

可采用完整贝叶斯分析。这些选择并非依据事

件数设定的固定规则，也不能替代对估计目标、

混杂控制及模型假设的检验［9，14，24，27］。双重稳

健估计不能自动消除稀疏性，其有限样本性能

仍受倾向评分模型、结局模型的估计质量及治

疗重叠程度影响。若采用不同的合理方法后结

果仍有明显差异，应核查其估计目标和假设是

否可比，并报告结论的敏感性，不宜按P值选择

最终模型［6-8］。

5　报告规范建议

Mansournia等［32］建议统计报告中应评估稀疏

数据偏倚，并结合效应量及区间解释结果。结合

RECORD-PE及非干预性研究报告要求［10，33］，研

究宜重点报告以下内容。

5.1　研究样本与数据描述
按分组报告人数、事件数、随访人时，以及

关键分层的暴露与结局交叉计数。说明纳入限

制、匹配和缺失值处理造成的人数及事件数变

化［10］。自身对照研究报告各风险窗与对照期的事

件分布［10］。

表3  数据支持度及估计诊断结果与优先处理路径

Table 3. Data support and estimation diagnostics with priority responses

数据支持度或诊断结果

结构性无重叠

存在临床可比性但发生分离

罕见结局且混杂因素较多

极端倾向评分或权重

多药物、多结局或多亚组

以绝对风险预测为目标

优先处理

限制目标人群、改变比较者或估计目标；必要时停止估计

在目标参数明确后考虑Firth；需设定收缩范围时用 log-F
惩罚；需后验概率时作完整贝叶斯分析

保留必要混杂因素；可用倾向评分或适当降维；报告处理

后的各组事件数

检查重叠、各组ESS及事件数；说明权重处理是否改变估

计目标

预先排序并采用层级收缩；区分信号生成与验证

评估校准；必要时采用FLIC/FLAC或再校准，并进行验证

不建议的做法

依靠Firth或强先验跨越不存在的数据支持

把软件收敛或有限点估计等同于可靠

按P值删除混杂因素；认为匹配或加权增加

了实际事件

只报告平衡；将加权事件数视为独立事件数

逐项筛选显著结果并忽略多重性和选择效应

仅报告Firth回归系数或比值效应
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5.2　模型设定与稀疏性诊断
列明调整变量及其因果依据［20］、变量编码和

实际参数数目；报告分离、收敛及主要模型假设

的检查结果［5］。采用倾向评分时，展示治疗组间

重叠及协变量平衡；加权分析还应报告权重分

布［29］及各组ESS。限制或匹配后应列出各组实际

事件数；加权分析仍应报告未加权的事件数。零

单元格、无重叠区域和无法估计的效应均应如实

报告；不能仅以EPV达到某一阈值或软件收敛说

明信息充足［3，12］，也不能将诊断异常直接等同于

已证实的偏倚。

5.3　估计方法与分析实现
说明主要估计方法及选择理由。惩罚似然报

告惩罚形式、作用参数与强度；数据增广报告伪

观测构造与权重，伪观测不计入实际样本量或事

件数［28］；贝叶斯报告先验分布、参数、尺度及依

据，区分预设与数据参与构造的先验［27］，并注明

后验汇总量与可信区间类型；Firth法注明是否采

用轮廓惩罚似然置信区间［24］。报告软件及版本、

关键选项，贝叶斯抽样另附收敛诊断。MLE不存

在或算法未收敛时应明确标注。

5.4　效应量与不确定性的呈现
报告主要效应量及 95% 置信区间或可信区

间；并列比较常规估计与偏倚减少估计时，标明

样本、调整集和估计目标的差异；目标人群或条

件效应或边际效应改变时，不将估计差异直接解

释为偏倚减少。数据支持时可补充绝对风险或风

险差，结局常见时不宜将OR解释为RR［32-33］。

P值应给出具体数值，不能将 P≥0.05 或区

间跨越无效应值解释为无关联或无风险。例如，

假设 RR 为 1.8、95%CI 为 0.6~5.4，应说明估计

不精确，仍不能排除有临床意义的风险增加。

区间解释还应考虑模型假设及未计入的系统

误差［32］。

5.5　敏感性分析与亚组分析结果
围绕主要稀疏性来源，改变惩罚或先验设

定，检验个别观察及权重处理方式对估计的影

响，并报告相应的效应量与区间，说明结论对

模型和先验的依赖程度，不将估计收缩等同于

偏倚已被消除，也不以显著性是否改变作为稳

健性的唯一依据［3，14］。亚组分析应区分预设与

探索性分析，列出各组事件数及效应区间，交

代多重比较处理；组间差异应通过交互作用项

直接检验；数据允许时，可补充加法交互作用

分析结果，不能根据一组显著而另一组不显著

作出判断［32］。

综上所述，即使基于大规模人群数据的药物

流行病学研究，在罕见暴露或罕见结局、特殊人

群及细分亚组等情形下，支持特定效应估计的信

息仍可能不足。本文提出从数据结构、估计异常

与敏感性分析三个层次识别和评估稀疏数据偏

倚：先判断稀疏的来源与性质，继而识别数据分

离、系数估计不稳定等异常信号，并通过敏感性

分析评估偏倚的方向与程度。处理时应先明确估

计目标、评估治疗组间的可比性，优先通过优化

研究设计与合理选择协变量缓解数据稀疏；在此

基础上，再针对数据分离、系数估计不稳定等具

体情形，分别选用 Firth 罚似然回归、log-F 惩罚

估计或全贝叶斯分析。需要强调的是，统计调整

无法从根本上弥补特定亚组或数据稀疏区域的局

部信息不足。因此，研究结论的强度应与数据支

持程度相称，并透明地报告效应估计对模型假设

的依赖。
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