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【摘要】治疗效应异质性（HTE）是指治疗效应在不同患者特征、疾病状态或临床背

景下存在非随机差异。随着精准医学、真实世界证据和药品监管科学的发展，HTE分析已

成为连接群体平均证据与个体化临床决策的重要方法学工具。本文基于《药物流行病学研

究方法学指南（第2版）》，对HTE的基本概念、效应估计量、效应测量指标和因果识别假

设进行解读；重点介绍亚组分析、风险建模和效应建模三类分析策略的基本原理、适用场

景、实施步骤和典型案例；并讨论HTE研究在真实世界数据中的实施流程、可信度评价、

规范报告与临床转化。

【关键词】治疗效应异质性；药物流行病学；真实世界数据；亚组分析；风险建模；

效应建模；因果机器学习；精准医学

【中图分类号】R181.3+5　　【文献标志码】A
Guide on Methodological Standards in Pharmacoepidemiology (2nd edition) and 

their series interpretation (18): analysis strategies and clinical applications of 

heterogeneity of treatment effect

HUANG Tao1, SHEN Zhuoheng1, XU Yang1,2

1. Department of Pharmacy Administration and Clinical Pharmacy, School of Pharmaceutical Sciences, 
Peking University, Beijing 100191, China
2. Key Laboratory of Epidemiology of Major Diseases (Peking University), Ministry of Education, 
Beijing 100191, China
Corresponding author: XU Yang, Email: xuyang_pucri@bjmu.edu.cn

【Abstract】Heterogeneity of treatment effect (HTE) refers to non-random variation in 
the magnitude or direction of treatment effects across patient characteristics, disease states, or 
clinical contexts. With the development of precision medicine, real-world evidence, and regulatory 
science, HTE analysis has become an important methodological tool for bridging population-
average evidence and individualized clinical decision-making. Based on the framework of the 
Guide on Methodological Standards in Pharmacoepidemiology (2nd edition), this article interprets 
the core concepts, estimands, scale dependence, and causal identification assumptions of HTE. It 
introduces three approaches of subgroup analysis, risk modelling, and effect modelling, with 
emphasis on their principles, applicable scenarios, implementation steps, and representative case 

DOI: 10.12173/j.issn.1005-0698.202606071
基金项目：国家自然科学基金青年科学基金项目（82304245）

通信作者：胥洋，副研究员，博士研究生导师，Email：xuyang_pucri@bjmu.edu.cn

601

https://dx.doi.org/10.12173/j.issn.1005-0698.202606071


Chin J Pharmacoepidemiol, Jun. 2026, Vol. 35, No.6

https://ywlxbx.whuznhmedj.com/

studies. Furthermore, this article discusses implementation workflows, credibility assessment, reporting, and 
clinical translation in real-world data studies.

【Keywords】Heterogeneity of treatment effect; Pharmacoepidemiology; Real-world data; Subgroup 
analysis; Risk modelling; Effect modelling; Causal machine learning; Precision medicine

随机对照试验 （randomized controlled trial，
RCT） 通常以平均治疗效应 （average treatment 
effect，ATE）作为主要结果。平均效应对于判断

药物在目标总体中的总体获益或风险具有重要意

义，但并不能充分回答临床实践中“哪类患者可

能获益有限或面临风险”或“特定治疗用于具体

病人时可能的效果是什么”的问题［1-2］。药物流

行病学研究同样面临这一挑战。尽管真实世界数

据（real-world data，RWD）为评价药物效应在不

同人群中的分布提供了重要机会，且往往能够覆

盖如高龄、多病共存、肾功能不全、复杂用药或

医疗可及性差异显著等各类临床试验代表性不足

的患者，但若只报告平均效应，同样会掩盖重要

异质性信息［3］。

更为重要的是，RWD 中的治疗效应异质性

（heterogeneity of treatment effect，HTE）研究并不

天然可靠，患者所接受的治疗分配常与疾病严重

程度、既往治疗、医生处方偏好、医保政策和患

者健康行为相关［4-5］。当总体因果效应估计受到

适应证混杂、选择偏倚、永恒时间偏倚、时间依

赖混杂或测量误差影响时，进一步开展HTE研究

可能只是在有偏估计基础上产生更复杂的错误结

论。因此，HTE分析首先是一个流行病学和因果

推断问题，其后才是统计建模问题［6-7］。本文重

点阐释了HTE方法的基本原理、适用场景、实施

步骤和真实世界研究中的应用。

1　HTE的基本概念

1.1　HTE的流行病学内涵
HTE是指治疗效应在不同患者特征或临床背

景下存在非随机差异（图1）［8］，该概念与流行病

学中的效应修饰 （effect modification） 密切相

关［9］。若治疗效应在不同水平的某变量上呈现差

异，则称该变量为效应修饰因素。通常，效应修

饰因素应为治疗前可测量的患者特征，例如年

龄、性别、遗传标志物、疾病严重程度、合并

症、肾功能、既往用药或药物代谢相关基因型

等。若某一变量本身是第二种干预或治疗后的结

果，例如后续联合用药、治疗依从性或治疗后实

验室指标，则不宜简单作为基线效应修饰因素处

理，而应重新定义为联合暴露、动态治疗策略或

中介问题。

如图 1所示，相同药物治疗下，不同特征的

患者治疗效应不同。在药物流行病学中，HTE研

究的意义已超出单纯识别药物对“哪类患者有

效”的范围，而是沿着一条递进的证据链展开：

首先识别“哪类患者更可能获益”，进而判断

“哪类患者可能面临风险”，在此基础上综合“哪

类患者的获益-风险比最优”，最终指向“哪些患

者应优先获得治疗”。这一从疗效到决策的递进

逻辑，使HTE分析与药品监管、标签更新、风险

管理计划、医保支付和临床指南制定产生了直接

联系。

1.2　效应估计量
药物流行病学领域中的HTE分析通常基于潜

在结果框架 （potential outcomes framework）［10］。

为便于后续讨论，表 1统一给出本文使用的符号

及其含义。在该符号体系下，HTE效应估计目标

可从群体到个体形成三个层级，如图2所示。

第一层级是ATE，其回答的问题是“治疗在

目标人群总体中的平均疗效”，见图2，表达式为：

ATE =E[Y 1 - Y 0 ]

第二层级是条件平均治疗效应 （conditional 
average treatment effect，CATE），其回答的问题是

“治疗具有特定特征组合 X = x 的患者群体的疗

效”，见图2，表达式为：
CATE(x)=E[Y 1 - Y 0|X = x]

第 三 层 级 是 理 论 上 的 个 体 治 疗 效 应

（individualized treatment effect， ITE），其回答的

问题是“治疗在单个患者中的疗效”，见图2。然

而，由于同一患者无法同时被观察到接受治疗与

不接受治疗两种状态，因此真实的 ITE是无法直

接观测的，表达式为：
ITE = Y 1

i - Y 0
i

1.3　效应测量指标
理解和比较疗效，首先要明确在何种测量指
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标上进行。同一治疗在不同效应测量指标上可能

会给出截然相反的HTE结论，这是HTE分析中最

容易被忽视却又是最根本的问题［11］。

以二分类结局为例，设 p(ax)=E(Y a|X = x)是

特征组合为 X = x 的患者在治疗 a 下的结局风险，

那 么 绝 对 效 应 测 量 指 标 ， 如 风 险 差 （risk 
difference，RD）和相对效应测量指标，如风险比

（risk ratio，RR）的表达式如下：

RD(x)= p(1x)- p(0x)

RR(x)= p(1x)/p(0x)

若某药物在所有患者中使风险比降低 20%，

那么基线风险为 5% 的患者绝对风险降低约 1%，

而基线风险为 30% 的患者绝对风险降低约 6%；

虽然以相对效应测量指标RR衡量治疗效应相同，

但以绝对测量指标RD衡量药物治疗效应却呈现

出重要的异质性。因此在HTE研究中，通常推荐

图2  不同HTE建模策略下的效应估计量

Figure 2. Estimands of effect under different HTE modeling strategies
注：ATE.平均治疗效应；CATE.条件平均治疗效应；ITE.个体治疗效应。

表1  潜在结果框架符号定义

Table 1. Symbol definition of potential outcomes framework

符号

i

A

Y 1

Y 0

X

E[·]

含义

个体编号，i = 12n

治疗策略分配指标：A = 1接受研究治疗，A = 0接受对照治疗

同一患者若接受研究治疗时的潜在结局

同一患者若接受对照治疗时的潜在结局

治疗前基线特征向量（可包含人口学、临床、治疗相关变量）

在目标总体上的期望

图1  治疗效应异质性示意图

Figure 1. Schematic diagram of heterogeneity of treatment effect
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以 RD、限制平均生存时间差等绝对效应测量指

标作为主要效应测量指标，同时以 RR、危险比

（hazard ratio，HR） 或优势比 （odds ratio，OR）
等相对效应测量指标作为补充。

同时，对于二分类效应修饰因素Z，绝对效

应测量指标上的效应修饰可表现为 RD(Z = 1)-

RD(Z = 0)¹ 0，相对效应测量指标上的效应修饰

可表现为 RD(Z = 1)/RD(Z = 0)¹ 1。因此 HTE 研究

不应仅报告交互作用的 P值，还应报告不同亚

组或风险层内的结局风险、绝对效应和相对

效应。

1.4　因果识别假设
HTE分析是因果推断问题，而不是普通预测

问题。普通预测模型回答“在给定治疗和患者特

征时，结局风险是多少”；HTE 分析回答“同一

类患者在不同治疗策略下的潜在结局有何差异”。

因此，HTE 分析必须满足一致性（consistency）、

可交换性 （exchangeability） 和正性 （positivity）
等基本假设。

一致性即观察到的事实结局与潜在结局之间

定义一致：当个体实际接受的治疗策略A为a时，

观察到的 Y 应等于该个体的潜在结局 Y a。要求：

①治疗策略定义足够明确，治疗起始、剂量、给

药途径、持续时间、联合用药和宽限期等要素均

应被规定；②同一治疗定义下不存在无法区分的

多种实现版本，否则Y a将不再指向一个确定的潜

在结局。

可交换性要求在给定治疗前协变量X后，治

疗策略分配与潜在结局独立：
(Y 1Y 0 )^A|X

在 RCT 中，该假设主要由随机化保证。在

RWD中，则需要通过目标试验仿真、活性对照新

用药者 （active comparator new user，ACNU） 设

计、倾向评分、标准化、加权或双稳健估计等方

法尽量实现可比性［12-14］。

正性要求每一类患者均有接受不同治疗策略

的可能性：
0 <P(A = 1|X = x)< 1

正性假设对HTE研究尤其关键。高维建模可

以为许多特征组合生成治疗效应预测，但若某些

特征组合下几乎没有治疗组或对照组样本，其估

计主要依赖模型外推，因果解释有限。RWD中的

HTE研究必须报告重叠性、协变量平衡、极端权

重和有效样本量。

上述三条假设存在逻辑次序：一致性是反事

实定义的基石，无一致性则所有估计均失去意

义；可交换性赋予反事实比较以因果含义；正性

则决定该比较在给定数据中是否可被可靠执行。

2　HTE分析策略

根据HTE的预测方法（the Predictive Approaches 
to Treatment Effect Heterogeneity，PATH）声明［8］和

RWD中HTE研究［4-5］的最新方法学框架，HTE研究

可概括为三种分析策略（图3）：亚组分析（subgroup 
analysis）、风险建模（risk modelling）和效应建模

（effect modelling）。三者并非简单的技术替代关系，

而是对应不同研究目标、不同数据条件和不同证据

用途。

2.1　亚组分析
2.1.1　适用场景

亚组分析是最经典的HTE方法，适用于存在

明确先验假设、机制依据或监管关注的情境。例

如，基于年龄、性别、基因型、疾病严重程度或

既往病史定义亚组，评价药物在不同人群中的疗

效或安全性差异。药物研发中的生物标志物分

层、上市后安全性信号验证、特殊人群用药评价

和临床指南中的人群分层推荐，均以亚组分析为

主要HTE分析工具。

亚组分析按目的不同可以分为确证性亚组分

析和探索性亚组分析，尤其适合回答确证性问

题［15］，即验证某个预设变量是否修饰治疗效应。

事后探索性分析发现的亚组仅应作为假设生成，

而非确证性结论［16-17］。若研究者在大量变量中事

后寻找“显著亚组”，则假阳性风险和选择性报

告风险明显升高。

2.1.2　实施流程
亚组分析的实施可分为四步。第一步，基于临

床机制、既往证据或监管需求预先指定少数效应修

饰变量，将协变量X拆分为关注的效应修饰因子Z

和混杂/预后因素L。第二步，在每个亚组内估计治

疗效应，并同时报告绝对效应和相对效应。第三

步，在模型中纳入治疗、亚组变量及其交互项：
g{E(Y|AZL)}= β0 + βA A + βZ Z + βAZ (A ´ Z)+ γL

其中 g(·)为连接函数，βAZ 表示特定模型和效

应量上的交互作用。第四步，对交互结果进行可

信度评价［18］，包括是否预设、是否存在多重比
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较、效应方向是否与先验证据一致、效应大小是

否具有临床意义、是否可被外部数据复现等。

2.1.3　案例
肿瘤靶向治疗是亚组分析推动精准医学的典

型场景。在未经分子标志物选择的非小细胞肺癌

患者中，某些靶向药物的总体疗效可能并不突

出，但在表皮生长因子受体激活突变阳性患者中

疗效显著［19-21］。案例说明，ATE可能掩盖具有明

确生物学机制的获益人群。药物安全性研究中，

若不良反应集中于特定药物代谢基因型或肾功能

不全患者，亚组分析可为药品标签更新和风险管

理提供依据。

2.1.4　优势与局限
亚组分析的优势是透明、易解释、便于临床

和监管沟通。其局限包括：①统计效能不足：交

互作用的检验效能远低于主效应，中等规模的亚

组效应差异往往无法检出；②多重比较：亚组越

多，假阳性风险越高；③亚组定义任意：同一连

续变量取不同切点，结论可能翻转；④维度受

限：每次只能处理少数变量，无法应对高维效应

修饰情景；⑤同一患者可能同时属于多个亚组

（如65岁以上女性和肾功能不全），当不同亚组结

论不一致时，难以判断哪个结果最适用于该

患者［16-18］。

2.2　风险建模
2.2.1　适用场景

风险建模关注患者基线结局风险与绝对治疗

获益之间的关系，其方法论基础在于认为治疗的

相对效应在所有患者中大致恒定，基线风险的差

异会导致绝对获益存在异质性。因此，风险建模

的核心问题不是“哪些变量直接修饰药物反应机

制”，而是“哪些患者因基线风险高而获得更大

的绝对获益”。

风险建模适用于以下场景：①总体治疗有

效，即ATE明确指向获益；②患者间结局风险存

在显著差异；③存在经良好验证的风险预测模

型；④假定相对效应近似同质，即RR在患者间

变化有限。在这一假设下，设 r0 (x)=E(Y 0|X = x)为

图3  HTE分析的三种分析策略

Figure 3. Three analysis strategies for HTE analysis
注：A.亚组分析；B.风险建模；C.效应建模。CATE.条件平均治疗效应；ITE.个体治疗效应；Quartile.四分位数。
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接受对照治疗策略特征为 X = x 的患者的基线风

险，RR 为近似恒定的风险比，则不同基线风险

层内的绝对RD可近似表达为：
RD(x)» r0 (x) · (RR - 1)

当RR < 1时，基线风险越高，绝对获益越大。

因此，风险建模适合用于确定治疗优先级、医保

支付人群、指南推荐顺序和获益-风险评估等决

策场景。

2.2.2　实施流程
风险建模一般包括三步。第一，建立或选择

风险预测模型。该模型应使用治疗前变量，如

年龄、合并症、疾病严重程度、实验室指标、

既往用药和医疗利用情况。若已有经良好验证

的风险预测模型，应优先考虑已验证的风险预

测模型；若需在研究数据中开发内部模型，应

评估模型的区分度和校准度。第二，根据预测

风险值进行分层。可使用四分位数、五分位数、

临床阈值或连续风险评分。分位数分层有助于

保证样本量，临床阈值则更利于解释和转化。

第三，在各风险层内估计治疗效应，并同时报

告绝对效应和相对效应。若风险层越高，绝对

获益越大，且差异跨越临床决策阈值，则可认

为存在具有临床意义的风险驱动HTE。此时应注

意，若相对效应在各风险层内明显不一致，则

恒定RR的假设可能不成立，风险建模的简化逻

辑需要重新审视。

2.2.3　案例
PATH声明以RITA-3随机试验作为风险建模

示例。该研究比较了非ST段抬高急性冠脉综合征

患者的早期介入策略与保守治疗策略，并使用由年

龄、性别、糖尿病、既往心肌梗死、吸烟、心率、

ST段压低、心绞痛严重程度和左束支传导阻滞等临

床特征构建的风险模型进行基线风险分层。结果显

示，高风险患者接受早期介入策略的绝对获益更为

明显，而低风险患者获益有限，可能因程序相关风

险抵消获益。该案例体现了风险建模的临床价值：

即使总体ATE提示治疗有效，真正需要优先接受治

疗的人群也可能集中在高风险层［22］。

在药物流行病学中，类似思路可用于识别最

可能从心肾保护药物、抗凝治疗、降脂治疗或高

成本创新药中获得净获益的人群［23-24］，也可用于

安全性评价，例如识别基线出血风险较高而不宜

接受某种治疗的人群。

2.2.4　优势与局限
风险建模的优势是临床意义明确、可解释性

强、能够整合多个预后因素，并可直接转化为绝

对获益、治疗需要数 （number needed to treat，
NNT）、 伤 害 需 要 数 （number needed to harm，

NNH）和净获益。这些特点使其在监管和医保分

层决策中特别受青睐。其局限是风险评分主要反

映预后风险，而不一定反映治疗反应机制。这一

局限的根本原因在于风险建模通过预后风险逼近

绝对获益差异，本质上是将预后异质性作为效应

异质性的代理变量，因此带来了两个问题：①若

治疗效应主要由非预后因素驱动（如特定药物代

谢基因型），可能遗漏关键异质性来源；②该方

法适合识别“谁的绝对获益更大”，但不一定能

回答“为什么这些患者反应不同”［25-27］。

2.3　效应建模
2.3.1　适用场景

效应建模直接估计治疗效应如何随多个患者

特征变化，其目标是直接估计 CATE。与亚组分

析相比，效应建模能够同时处理多个变量；与风

险建模相比，它不局限于基线结局风险，而是尝

试识别更复杂的治疗反应差异［28-29］。效应建模适

用于样本量较大、协变量丰富、预期存在非线性

或高阶交互的研究场景，如大型RCT、电子健康

记录、医保数据库、登记队列和多组学数据研

究。效应建模方法众多［30-31］，可按其与方法结构

的 关 系 分 为 两 类 ： 模 型 特 定 方 法 （model-
specific）和模型无关方法（model-agnostic）。
2.3.2　模型特定方法

模型特定方法是指CATE的表达和解释依赖特

定模型结构或算法。在选择某一特定方法的同时，

也选择了CATE函数的形式约束。典型方法包括回

归交互模型、惩罚回归、因果树、因果森林、贝叶

斯加性回归树（Bayesian additive regression trees，
BART）和贝叶斯因果森林（Bayesian causal forest，
BCF）。

①回归交互模型是最简单的模型特定方法，

通过在参数回归中纳入治疗、候选效应修饰变量

及其交互项实现［32］，适合少数预设效应修饰因素

的验证性分析，但难以捕捉非线性。

②惩罚回归 ［如带交互项的 Least Absolute 
Shrinkage and Selection Operator（LASSO），即最小

绝对收缩和选择算子或弹性网络］适合候选交互

606



药物流行病学杂志  2026 年 6 月第 35 卷第 6 期

https://ywlxbx.whuznhmedj.com/

项较多但仍希望筛选出少数重要项的场景。其估

计结果可解释性强，但对交互项的事前编码敏感。

③因果树通过递归分裂寻找治疗效应差异最

大的患者子群，输出以决策树形式呈现，结果直

观但稳定性有限，分裂点依赖样本扰动［33］。因果

森林通过集成多棵因果树提高估计的稳定性，能

够捕捉复杂非线性和高阶交互，并提供逐点置信

区间。其“诚实估计”（honest estimation）策略，

即使用不同样本进行分裂和估计，是减少过拟合

的关键［34］。

④BART 和 BCF 使用贝叶斯树模型估计潜在

结局和治疗效应［35-36］，其中BCF通过区分预后函

数和治疗效应函数，有助于减少预后风险强信号

对效应异质性估计的干扰。

模型特定方法的优势是能够刻画复杂效应修

饰模式，部分方法具有较强解释性。其局限是结

果依赖模型设定、变量编码、调参策略和样本结

构，且可能出现过拟合和虚假HTE。
2.3.3　模型无关方法

模型无关方法并不意味着不使用模型，而是指

研究者首先定义目标因果估计量，再使用不同模型

估计所需组成部分。这种策略使得估计目标与具体

算法解耦，可以灵活替换不同的学习器。典型方法

包括两类策略：①基于标准化/加权的CATE估计；

②基于元学习器（Meta-learner）的CATE估计。

前者包括标准化、逆概率加权 （inverse 

probability weighting， IPW）、增强逆概率加权

（augment inverse probability weighting，AIPW） 和

目标最大似然估计 （target maximum likelihood 
estimation，TMLE）。其思路与ATE估计一致，只

是将估计目标从E[Y 1 - Y 0 ]推广为E[Y 1 - Y 0|X = x]。

以基于标准化的CATE估计为例，若ma (x)为治疗

a 下的结局函数，则特征为 X = x 的患者的 CATE
可通过m1 (x)-m0 (x)估计。

Meta-learner框架则将CATE估计拆解为若干

基础预测任务，再组合得到效应估计［37］。其核心

思想是将目标因果估计量与具体预测算法解耦：

研究者先明确需要估计的 CATE，再根据不同框

架分别构建结局预测模型、倾向评分模型、反事

实结局、残差或伪结局，最终得到 ITE估计。不

同 Meta-learner的差异主要体现在基础任务的拆

解方式上：S-learner （Single-learner） 使用单一

结局模型同时纳入治疗状态和协变量；T-learner
（Two-learner） 分别构建治疗组和对照组结局模

型；X-learner通过交叉预测反事实结局并以差值

训练CATE模型；R-learner通过结局和治疗残差

化 估 计 CATE； DR-learner （Doubly robust-
learner） 则构造双稳健伪结局后训练 CATE 模

型［38］。五种常见元学习器的基本流程见图 4，其

方法学特性见表 3。值得注意的是，因果森林、

BART和BCF等模型特定方法可以用于元学习器

中的基础预测任务。

图4  常见元学习器框架的基本流程图例

Figure 4. Basic flowchart of common Meta-learner frameworks
注：CATE.条件平均治疗效应；int.干预研究治疗；cont.对照治疗；PS.倾向性得分。
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需注意，DR-learner和R-learner在理论上具有

更优的收敛性质，通常更适合高维协变量场景，但

均需要通过交叉拟合来控制过拟合和偏差［39-40］。

2.3.4　案例
POUNDS Lost 试验的事后分析使用多种机器

学习方法估计不同基线特征下高脂与低脂饮食干

预的 CATE，并比较不同协变量集和学习器下基

于 CATE 的治疗推荐表现［38］；Look AHEAD 试验

的事后分析也采用因果森林探索减重干预的

HTE［41］。在重症医学中，因果森林、BART或效

应评分方法也被用于评估多种干预措施在不同患

者中的异质性反应，如氧疗目标与呼吸机策略、

地塞米松剂量、肝素抗凝以及脓毒症抗生素时

机［42-45］。研究结果提示，在临床综合征高度异质

的领域，ATE接近无效并不意味着所有患者均无

获益；相反，可能存在获益者和受害者相互抵消。

2.3.5　优势与局限
效应建模的优势是灵活、可整合多维患者特

征、适合探索复杂HTE，并可为个体化治疗策略

提供量化基础。其局限是对样本量、数据质量、

治疗重叠、模型验证和临床解释要求更高。由于

个体真实治疗效应不可观测，效应建模不能像普

通预测模型那样直接验证预测值［46-47］。因此，模

型输出应通过分层效应梯度、校准、外部验证、

敏感性分析和临床可解释性综合评价。为便于比

较，本文从主要问题、因果估计量、流行病学基

础、适用场景、优势、局限和证据定位等方面总

结了亚组分析、风险建模和效应建模三类HTE分

析策略的差异，同时比较了模型特定和模型无关

的优势和局限，见表4和表5。

表5  效应建模中模型特定与模型无关方法比较

Table 5. Comparison of model-specific and model-agnostic methods in effect modelling strategy

维度

基本思想

代表方法

优势

局限

适用问题

模型特定方法

HTE的表达依赖特定模型结构或算法形式

回归交互、惩罚回归、因果树、因果森林、BART、BCF
结构清晰，部分方法解释性强，可直接描述效应修饰模式

依赖模型设定、变量编码和调参，可能过拟合

验证或解释某些效应修饰模式

模型无关方法

先定义因果估计量，再选择任意模型估计组成部分

标准化、IPW、AIPW、TMLE、S/T/X/DR/R-learner
灵活性高，可结合机器学习，强调目标估计量而非固定模型

需要高质量辅助参数模型、交叉拟合和严格验证

估计目标人群或个体特征条件下的CATE
注：AIPW.增强逆概率加权；BART.贝叶斯加性回归树；BCF.贝叶斯因果森林；HTE.治疗效果异质性；IPW.逆概率加权；TMLE.目标最大似然

估计；DR.双重稳健；CATE.条件平均治疗效应。

表4  HTE三类分析策略的特征比较

Table 4. Characteristics comparison of three types of HTE analysis strategies

维度

主要问题

因果估计量

流行病学基础

适用场景

优势

局限

证据定位

亚组分析

某个预设亚组是否效应不同

亚组平均治疗效应

效应修饰与交互作用

强先验、少数变量、监管或机制问题

简单、透明、临床可解释

多重比较、效能低、参考类问题

验证先验假设或生成假设

风险建模

哪些患者因基线风险高而绝对获益更大

风险层内治疗效应

预后风险与绝对获益

总体治疗有效、风险差异明显、有可靠

风险模型

稳健、临床决策意义强、易转化为NNT/
净获益

可能缺乏机制解释，可能遗漏非风险驱

动HTE
支持风险分层治疗决策

效应建模

多维患者特征如何共同影响治疗效应

条件平均治疗效应

多维效应修饰

大样本、高维变量、复杂非线性效应

修饰

灵活，可捕捉复杂交互，可支持个体化

推荐

易过拟合、解释困难、验证挑战大

探索复杂HTE或构建治疗推荐模型

注：HTE.治疗效果异质性；NNT.治疗需要数。

表3  常见的元学习器

Table 3. Common methods for Meta-learners

方法

S-learner
T-learner
X-learner
DR-learner
R-learner

策略

单模型，治疗作为协变量

治疗组与对照组分别建模

用对照组信息改进治疗组估计（反之亦然）

基于双稳健伪结局

基于结局和倾向评分的残差正交化

适用场景

协变量少、治疗信号弱

两组结局函数可能不同

两组样本量严重不平衡

需要同时规避结局模型和倾向评分模型误设

高维设定、关注效应修饰本身

608



药物流行病学杂志  2026 年 6 月第 35 卷第 6 期

https://ywlxbx.whuznhmedj.com/

3　HTE研究的实施流程、可信度评价、
报告与临床转化

3.1　实施流程
HTE 研究应遵循“问题-设计-估计-验证”

的流程。

第一，明确研究目标。HTE研究可分为四类

目标：确认预设亚组效应、描述HTE程度、发现

临床重要亚组、预测条件或个体化治疗效应。确

认性研究需要强先验和预设分析；发现性研究应

定位为假设生成；预测性研究需要额外验证和转

化评估。

第二，完善研究设计。首先定义目标试验

（target trial）。对于 RWD 研究，应明确目标人

群、治疗策略、对照策略、零时点、随访起止、

结局定义、因果对比和主要效应量表。所有候

选效应修饰因素应在治疗前测量。接着明确变

量角色，应区分混杂因素、预后因素、效应修

饰因素、中介变量、碰撞变量等。混杂因素用

于控制偏倚，预后因素用于风险建模，效应修

饰因素用于定义或预测HTE，治疗后的变量不应

作为基线效应修饰因素。为保证因果效应估计

有效，对于 RWD 应优先使用倾向评分、加权、

标准化或双稳健估计等方法控制混杂。如果总

体研究设计存在严重偏倚，HTE结果不应被过度

解释。

第三，估计并解释 HTE。选择 HTE 建模方

法。先验问题使用亚组分析；绝对获益分层问

题使用风险建模；复杂多维效应修饰问题使用

效应建模。若使用机器学习，应进行样本拆分、

交叉验证、交叉拟合或外部验证。估计并解释

治疗效应。HTE 估计结果应优先报告绝对效应，

同时报告相对效应。对于时间事件结局，应明

确固定时间点RD、RR或受限平均生存时间差等

效应测量指标。

第四，验证和转化。HTE结果需要通过内部

验证、外部验证、敏感性分析和临床可解释性评

价。若目标是进入临床决策支持系统，还应评估

模型可用性、数据获取时点、更新机制、监管要

求和实施障碍。

3.2　可信度评价
HTE结果的可信度评价不应仅依赖交互作用

P值或单一模型指标，而应结合研究目标、效应

量表、因果识别、统计可靠性、模型性能和临床

可转化性进行综合判断。本文评价维度和表 6条

目主要参考 ICEMAN 效应修饰可信度评价工具、

PATH声明及其解释说明文件，以及RWD中HTE
研究的方法学框架［4，8，18］。

对于RCT中的HTE分析，应重点关注效应修

饰变量是否预设、是否具有临床或生物学依据、

交互方向和效应大小是否可信、是否存在多重比

较问题，以及效应差异是否具有临床意义；对于

RWD中的HTE分析，还应进一步关注混杂控制、

治疗重叠、极端权重、有效样本量、未测量混杂

和选择性删失等问题。

3.3　规范报告
HTE研究的规范报告条目主要依据 PATH声

明及其解释说明文件关于预测性HTE分析的报告

建议，并结合 ICEMAN工具、效应修饰/交互作用

报告建议以及RWD 中HTE 研究的方法学要求综

合整理［4，8，18］。报告内容应覆盖研究目标、研究

设计、效应修饰变量、效应量表、亚组或风险层

内结局风险、效应修饰指标、混杂控制、治疗重

叠、模型验证和结果解释边界等方面。具体而

表6  HTE研究可信度评价清单

Table 6. Credibility evaluation checklist of HTE research

评价维度

研究目标

先验性

效应测量指标

混杂控制

正性与重叠

多重比较

模型验证

临床意义

可转化性

关键问题

分析目标是确认、描述、发现还是预测？证据解释强度是否与目标匹配？

效应修饰变量是否预设？是否有临床、药理或生物学依据？

是否说明HTE在何种量表上评价？是否报告绝对效应和相对效应？

RWD研究是否通过设计和分析实现治疗组与对照组可比？

各亚组或特征组合下是否存在足够治疗重叠？是否有极端权重？

是否限制亚组数量或透明报告多重检验问题？

是否进行交叉验证、外部验证、校准和敏感性分析？

效应差异是否跨越临床决策阈值？是否改变NNT、NNH或净获益？

亚组或效应评分是否临床可测量、可解释、可实施？

注：NNT.治疗需要数；NNH.伤害需要数。
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言，HTE 研究报告应至少包括以下内容：第一，

明确研究目标属于确认、描述、发现还是预测。

第二，说明研究设计是否基于目标试验仿真，明

确零时点、治疗策略、对照策略和随访。第三，

说明效应修饰变量是否治疗前测量，并解释其临

床或机制依据。第四，报告各亚组或风险层内治

疗组和对照组的结局风险，使读者能够理解绝对

效应和相对效应。第五，报告效应修饰指标，例

如RD之差或RR之比，而不只报告交互P值。第

六，说明混杂控制、重叠性、极端权重和有效样

本量。第七，若使用机器学习，应报告模型开

发、调参、交叉验证、外部验证、校准、不确定

性和临床可解释性。第八，明确区分验证性结论

和探索性发现。

3.4　临床与监管转化
HTE研究的最终目标是服务决策，而不是生

成复杂模型。临床转化需要回答四个问题：治疗

效应差异是否足够大，足以改变治疗选择；识别

出的高获益或高风险人群是否能够被临床稳定识

别；治疗推荐是否同时考虑获益、伤害、患者偏

好、成本和可及性；模型或规则是否经过外部验

证和前瞻性评价。

在药品监管中，HTE证据可用于特殊人群安

全性评价、风险管理计划、标签更新和适应证细

化。在医保支付中，HTE证据可用于识别高绝对

获益人群，支持分层支付或优先覆盖。在临床指

南中，HTE证据可用于从“所有患者均推荐”转

向“基于风险和治疗反应分层推荐”。但对于数

据驱动发现的 HTE，特别是机器学习预测的

CATE，应避免直接作为强推荐依据，除非经过

独立验证并具备临床可解释性。

4　结语

HTE分析的核心，是将药物评价从总体平均

效应推进到患者特征条件下的因果效应评价。它

既不是简单的事后亚组分析，也不是普通预测模

型，而是建立在目标试验、因果识别、效应量表

和临床决策问题基础上的方法学体系。

亚组分析适合验证少数具有强先验的效应修

饰因素；风险建模适合评估基线风险驱动的绝对

获益差异；效应建模适合在高维数据中探索和预

测复杂 HTE。RWD 为 HTE 研究提供了更大的样

本量、更广泛的患者异质性和更真实的临床场

景，但也带来了更强的混杂、治疗选择机制和正

性挑战。因此，RWD 中的 HTE 研究应首先保证

总体因果效应估计的有效性，再谨慎开展 HTE
分析。

未来药物流行病学HTE研究应从“寻找显著

亚组”转向“生成可解释、可验证、可行动的治

疗效应差异证据”，并在报告中明确区分验证性

分析和探索性分析、绝对效应和相对效应、预后

风险和治疗反应、模型预测和因果效应。只有这

样，HTE方法才能真正服务于药物有效性、安全

性、获益-风险评价和精准用药决策。

利益冲突声明：作者声明本文不存在任何经济或
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